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交通安全における危険予知とは事故発生につながる

様々な要因を未然に検出し，ドライバや歩行者の事故

回避行動が極力容易かつ円滑になることを目ざすもの

である．従来，これは過去の事故発生事例をもとに人

間がトレーニングを行うことで実践されてきた．しか

し，その実践は必ずしも保障されない．そこで近年，

多種多様なセンシング機構を用いて危険を回避するシ

ステムが開発されようとしている．これらは車室内要

因の解析と車室外要因の解析の2つに大別できる

（Fig. 1）．中でも最重要とされてきたのが車室内のヒ

ューマンエラーの検出であるが，いまだなお未解決の

技術課題を多く抱えている．

一方で，事故発生に至るプロセスを事故発生報告書

などから考察すると，最終的に車室内ヒューマンエラ

ーが直接原因とされていても，その背後では実は複数

の車室外要因が複合して回避困難な状況を作り出して

いるケースが少なくない．そこで，本稿では車室外要

因に注目し，特に事故発生に直接関連しうる「人の流

れ」に焦点を当てて危険予知システムを提案する．

従来，車室外要因に注目した危険予知システムとは

ドライバから見て数秒以内の事象を予測するものであ

り，自車の動きはほぼ運動方程式に従うと仮定してい

た 1）．その条件下で車両や歩行者の動きを予測するた

め，センシング性能は100%近い認識率が前提となっ

ている．ところが現状の車外環境認識技術は高速走行

であるほど認識率が劣化し，遠方や隠れのある対象物

では更に認識は困難となる．従って車両単独では，数

秒以内であっても死角から出現する歩行者や隠れ・不

鮮明のある画像内の歩行者，数百メートル以上先の歩

行者，更には交差点の右左折を介した先の交通事象に
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Fig. 1　Overview of risk prediction

Fig. 2　Concept of pedestrian forecast.
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関しては全く対処不能であった．

これに対し，近年ではインフラ協調やプローブカー

において無線通信を利用することで自車周辺ではわか

らないような死角あるいは少し先の交通事象が把握可

能になりつつある．しかし，これらは必ずしも安定し

て利用できるわけではないため，インフラが未整備で

あるエリアやプローブカーの通過台数が極めて少ない

エリアでは危険予知は期待できない．また，無線通信

の瞬時の性能劣化も安定した危険予知の妨げとなる．

Sasakiらはセンシング系と通信系を連携させ，歩行者

の出現を天気予報のように予報するシステムを提案し

た（Fig. 2）2）3）．ここではまず，車載カメラや定点カメ

ラ，携帯電話などから得た歩行者の発生頻度に関する

情報をセンターやカーナビの記憶装置に集積する．次

にその時空間分布を学習して，想定する時間帯に所定

の対象区間内で出現する歩行者の頻度を予測する．

Sasakiらの危険予知の対象を時間軸で3段階に分け，

成立要件，判断要因および応用形態をまとめると

Table 1のようになる．“ちょっと先”と“だいぶ先”

は対応する未来に対する予測の恩恵のみならず，リア

ルタイム時の精度向上という重要な役割もある．すな

わち，収集すべき情報の取得可能性や演算時間の猶予

から考えて，なるべく早い段階から予知動作を行って

おくことが最終的にリアルタイム時の危険予知を安定

化させるであろうことが推察される．この中で特に重

要な判断要因である「人の流れ」に関してSasakiらは

まだ時系列の特徴を学習するには至っていない上に，

人の移動目的や職業，年齢，性別，交通手段などの歩

行者属性に関するデータの利用も行っていなかった．

予測モデルという観点では，ニューヨークを対象と

して開発されたNYBPM 4）は交通網や職業，年齢，移

動目的に関する膨大な計測データに基づいて時刻，曜日，

季節の変化までも予測できるように設計されている．だ

が，汎用性や交差点レベルのミクロな時空間分解能は期

待できず，更新や保守も多大なコストを要する．

他方，応用分野では近年，欧米を中心としてLDM

（Local Dynamic Map）という地図情報システムが提案

されている 5）．この中で，動的に歩行者や車両の動き

を取り入れていこうというコンセプトが提案されてお

り，本研究でめざす危険予知を実装可能なシステムが

空間情報科学の視点でまとめられようとしている．

以上の動向を踏まえて，本稿では過去の人の流れの

データや走行予定経路周辺のセンシングデータを利用

することにより，センシングや通信が劣悪の場合でも，

ちょっと先の歩行者の出現を予測することが可能なシ

ステムを提案する 6）．特に，走行経路上で遭遇する歩

行者の数と属性を予測し，危険予知につなげる．

3.1　車室外要因による危険の発生

車室外要因による危険発生の一例をFig. 3に示す．

ここでは住宅街に囲まれた公園に面した凸形状の道路

が2つの幹線道路を接続し，駅，ショッピングセンタ

ー，大学，レストランを結ぶ．このため図中丸枠内は

比較的交通量が多い上に，公園側から道路を横断して

向かいのコンビニに行く（矢印方向）際に右側の接近

車両を検知しづらい．また，ドライバ側から見ても歩

行者を未然に検出することは困難である．このように，

人の流れと道路環境や集客施設との関係が危険の潜在

的要因でありながら，事故集計時点でドライバ側のヒ

ューマンエラーと処理されるケースが少なくない．

３．危険度と人の流れ

Table 1　Target of our research

Fig. 3　Risk occurrence caused by the exterior factors.



デンソーテクニカルレビュー　Vol. 18　2013

−124−

3.2　人の流れ

人の流れデータとは，公的調査で得られた「識別番

号，日時，位置，性別，年齢，住所，職業，目的，交

通手段」を1分間隔で時空間内挿した時系列データで

ある．これは，1998年東京を皮切りに全国主要都市に

拡大され，近年では海外にも展開されている．現在，

東京大学空間情報科学研究センターではこの人の流れ

データのデータベースを公開しており，東京大学の提

供するWeb APIによって検索できる 7）8）9）10）．例えば

1998年の東京圏では約72万人，2001年の中京圏では約

26万人を対象として公的に調査されたパーソントリッ

プデータをもとに人の流れデータが作成されている．

ここで得られる位置情報の時系列と共に記載される各

人の属性（年齢，性別，職業，目的地，利用交通機関

など）も産業的観点において非常に有用である．

しかしアンケートによる大規模調査は数年に一度，2

日程度しか実施できないため，そこで得られるデータ

だけでは交通機関や道路事情，都市建造物の変容など

を考慮した人の流れまでも予測することは困難である．

そのため，主として都市計画や交通機関の整備，消費

者行動予測といったマクロ的な応用に用いられ，危険

予知のようなミクロ的な応用には用いられなかった．

一方で近年，携帯電話やプローブカーにより，リア

ルタイムに近い人の流れデータが自動収集可能になり

つつある．しかし，プライバシーやセンシング精度，

調査範囲，データ密度などに課題が残されている．

そこで，人の流れデータで得られる予測モデルをリ

アルタイムのスパースデータに同化させる研究が急速

に注目されている．本稿ではその準備段階として人の

流れデータのみから予測モデルを構築し，想定する時

空間上で算出した予測値を，人の流れデータや現地計

測データと比較することでその有効性を評価する．

3.3　人の移動経路と時空間軌道

単純に考えれば，走行予定経路を表す時空間軌道の

周辺で人出現頻度が高いほど危険である．しかし，実

際には単なる時空間距離以外に次のような要因がある．

1）信号機，ガードレール，陸橋，高速道路など

2）ビル，マンション，オフィス，壁，塀など

3）高架，立体交差，地下道，集客施設など

4）周辺の道路状況や視界環境

これらの要因により，人出現頻度だけでは例えば以下

のような場合の危険度を正しく表現できない．

① 歩行者は少ないが想定外の飛び出しがある

② 距離は近いが， 2）に歩行者が居る

③ 歩行者が侵入できない場所である

④ 横断歩道や信号機など交通施設が充実している

このような事例を経験と類推により列挙することも一

つの方策であるが，想定外のケースまで網羅すること

は困難である．そこで，本稿ではそれらの上位概念と

して認知と回避に着目する．

3.4　認知と回避に注目した危険度

運転者が想定しないような人の出現を“認知困難”

と解釈すれば，それらは以下の要因に起因する．

A）想定困難な人出現特性

1）出現統計が運転者にとって未知

2）出現統計のモデリングが困難（住宅街など）

B）認知困難な周囲環境（死角，隠れなど）

C）認知困難または予想困難な歩行者挙動

ここで，認知困難という状況を生み出すのは，「認知

対象側（歩行者など）」と「認知する側（ドライバ）」

の両方が作用した結果と考えられる．しかし，実際は

認知困難の大半が運転者側のヒューマンエラーとして

処理される．ところが現実には，仮にドライバが完璧

であっても回避できない状況が存在する．例えば直前

の子供の飛び出しなどがそれに相当する．そこで，危

険度Rを人との遭遇確率R0と衝突確率R1の積として定

義する：

（1）

いま，R1を人(P)，車(V)，ドライバ(D)の各々で認知(P)

と回避(A)の可能性を考慮したモデルで表すと，

（2）

となる．但し，pz(X,Y)はXがYをZできる確率である．ま

た，wsafeは正規化荷重係数ベクトルであり，第4成分は

PVD以外の状況要因（環境や施設など）で安全が確保

できる確率を表す．

R1の定量化についてはセンシング，行動モデル，経

路推定，地理・道路・施設要因などの考慮が必要であ

る．これらは今後の研究課題とし，本稿ではまず人と

の遭遇確率R0に対応する人出現頻度を予測する．

3.5　多元的な規定

人の経路を規定する要因としてはまず人属性｛性別，

年齢，住所，職業，目的，交通手段｝が考えられる．

特に，職業（学生，会社員，主婦など）は日常的な移

動経路の推定において必要な基本行動を規定する．
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次に考えられる要因は地域のクラス（住宅街，駅前，

商店街など）である．すなわち，異なる地域でも同じ

クラスであれば共通して使える特性があると仮定す

る．これが有効ならばある地域で獲得した予測特性を

他の地域にも適用でき，学習量の不足を補うことがで

きる．

Fig. 4は東京圏（98年）の主要駅周辺1km四方に存

在する通勤・通学者の数の時間変化を示す．各エリア

の時間変化パターンは，駅を基点としてクラス分類で

きる可能性があることが容易に推察される．

人の流れデータは時空間軌道として解釈でき，Fig. 5

のように可視化される．この人の時空間軌道群と想定

する走行予定経路との間の時空間距離があるしきい値

以下となるリンクを抽出するとFig. 6のようになる．過

去の人の流れをそのまま予測特性として利用するなら

ばこれが最も簡単な予測結果となる．しかし，データ

取得の日付，曜日，季節，年の違いを考慮するために

は予測関数を定義し，十分な規模の人の流れデータを

学習させる必要がある．

4.1　時空間軌道の獲得

人の流れデータを学習するには，人の識別番号PID

を選択する必要がある．ここでは，ある時刻Tsampleに

所定のエリア中心Oから1km四方の空間範囲に存在す

るPIDをリストアップする．次に，各PIDの位置座標

（経度と緯度）の時系列をエリア中心からの差分値で

表現する．これが時空間軌道であり，2T次元の行ベク

トルXk（k=1,...,K）で表す．このとき行方向はt.u.（time

unitの略）を単位とする時間軸を表し，T列の差分経度

情報とT列の差分緯度情報を1行に並べる：

（3）

但し，1[t.u.]＝md [min]とする．従って状態行列X（K×2T）

は次式で表される：

（4）

今回，Tsample ＝ 480 [min] , T ＝ 480 [t.u.], md ＝2とした．

4.2　学習

人の流れデータに含まれる人属性は数量化理論に基

づき，｛年齢，性別，職業，目的，交通手段｝の各項

目値の合計で約70次元の2値ベクトルを構成する（01

年中京圏の場合）．この人属性が人出現の確信度を構

成すると仮定し，その確信度が時間と位置を説明変数

として推定されるというモデルを考える．すなわち，

確信度行列Y（K×L）は一般的に

（5）

と表現され，特に f を線形回帰で表現すれば

（6）

となる．但しBは回帰係数行列（2T×L）である．

Fig. 4　Temporal changes of the number of commuting
people at the major local spots in Tokyo in 1998

Fig. 5　Database of spatio-temporal trajectories.

Fig. 6　Spatio-temporal trajectories and risk degree.

４．人の流れデータに基づく予測
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このBを最小2乗推定で求めると，

（7）

となる．これがエリア中心周辺を通るK人の時空間軌

道群Xを学習して得た予測特性となる．

4.3　予測

想定する新たな時空間軌道群Xnewにおける人出現頻

度Ynewを予測する基本式は次のようになる：

（8）

ここで，Xnewは走行経路，走行速度，人確信度の積

分範囲などの予測条件により変化する．いま，予測対

象とする時空間点Qmを通過するKm 個の移動経路群を

Wmとする．Qmにおける人出現頻度の推定値はWm 中の

各経路について時刻Tm1 からTm2の時間範囲でH次元の

人属性の確信度c(t,x)を積算することで算出される．

Qmで遭遇する人の確信度は次式で算出できる：

（9）

ところが（6）式に基づけばWmに属する軌道は2T次

元ベクトルであるにもかかわらず，予測時には現在ま

でのデータしか利用できない．過去の人の流れデータ

を利用するとしてもT[t.u.]にわたるトラッキングが必

要となる．そこで，①道路情報と人の流れデータから

最尤経路を推定する，②経路モデルを設定する，など

の方策が考えられる．本稿では②において以下の8方

向モデルを用いる．

いま，Qmにおける車両進行方向に対して等間隔で8

方向の傾き角θ (l) (l=0,…,7)の直線経路を想定する

（Fig. 7）．その空間範囲は時間範囲を±４分（この中で

離散時間点を2分間隔で設定）とし，人の移動速度は2

分で0.001度（時速約2.7km）とする．これにより（9）

式を離散化すると，

（10）

となる．しかし依然として2T次元すべてを用意するこ

とは困難である．そこで，BにおいてWmに対応する時

刻m周辺の次元のみを有効成分とし，他の成分を零と

するBmを作用させることで近似解を求める．（10）式

の各次元の人属性について次式を計算する：

（11）

なお，今回，σPtime=2,σVtime=2とした．

4.4　学習時刻のサンプリング

（7）式の（XTX）-1の正則化条件K≧2Tに対応する

960人以上のデータをある時刻に1km四方のエリアで

人の流れデータから収集することは，よほどの密集地

でないかぎり困難である．そこで，K の下限値を低く

抑えるために以下の方針に基づき，サンプリング密度

ρで学習時刻をサンプリングすることを考える．

A）走行時間帯ではρを高くする

B）走行時間帯外はρを低くするが極力零は避ける

C）移動する人が多い時間帯やその前後の変化点

（駅の待ち時間など）でρを上げる

D）長時間滞留する箇所でρを下げる

ρの有効な設定パターンはエリア特性に依存する．

4.5　予測特性の切り替え

予測における空間分解能を上げるため，（7）式の予

測特性Bを走行経路中のサブエリアごとに切り替える

ことを考える．このためにはあらかじめ小規模のサブ

エリアごとに学習を行っておく．

いま，走行経路上のある時間区間[mstart , mgoal]を上記
Fig. 7　Model of prediction.
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サブエリア Ai に対応させれば，人の流れデータから

得る走行経路上の擬似真値 gi,m と人出現度の予測値

ci,m の区間内総和はそれぞれ次のようになる：

（12）

走行経路に沿って隣接するサブエリアAi とAi+1 につ

いて個別の回帰計算によりそれぞれ学習特性 Bi と

Bi+1 が求まるものとすると，Ci とGi の間には Ai に依

存する正規化係数γi が存在し，次式が仮定できる：

（13）

よって，区間総和が Gi に等しくなるように正規化し

た確信度は次式で表される：

（14）

4.6　予測結果の評価指標

予測した遭遇確率R0とGround Truth （以下，GT）

との間で時空間形状に関する類似度を時系列相関で算

出し，第1の評価指標とする．一方で危険予知の目的

に立ち返れば，人の出現頻度よりも出現の有無を表す

論理値に注目することも重要である 3）．そこで，走行

経路上の各時空間点での論理的一致度の平均値を論理

予測率と呼び，第2の評価指標とする．

5.1　中京圏（2001年）

2001年10月に中京圏26万人を対象として調査した結

果をもとに作成された人の流れデータベース01CHUを

用い，Fig. 8の愛知県長久手市のエリアについて予測

実験を行った．一方で予測結果をより最新のデータと

比較するため，図中の12スポットについては2011年12

月5日に交通量の現地計測を行った（Fig. 9）6）．具体

的には各スポットで｛道路の上下線×進行方向｝の4方

５．実験と考察

Fig. 10　Experimental results of prediction on the assumed vehicle route in Nagakute.

Fig. 9　Total traffic volume over 12 hours for pedestrians
and bicycles

Fig. 8　Test area and the assumed vehicle route.
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向について歩行者と自転車を7時から21時の14時間に

わたり15分単位で計測し，性別と年代（学生・一般・

高齢者）の情報を付与した． 

01CHUで学習対象とする人のサンプル時刻は午前8

時0分とし，上記12スポットを中心に1km四方の空間

範囲でPIDリストを作成した．次に，各リストに対応

する時空間軌道群のデータ行列Xと人属性による確信

度行列Yから（7）式に従って回帰係数Bを算出した．

但し，ρ=30 [sample/hour]（固定）とし，共分散行列

XTXに微小な対角成分を付加することで正則化した．

Fig. 8中の矢印で示した走行経路に沿って移動時間200

分で各リンク毎に等速直線運動を仮定し，2分間隔100

個の離散時空間点について人確信度を算出する．

走行予定経路上の時空間点を中心としてL[m]四方の

矩形領域内に存在する人のPIDを人の流れデータから

検索し，人数を計数することで人確信度のGT値とし

た．今回，L=250と設定した．

Fig. 10(a)(b)は走行開始時刻が午前8時の場合の出現

人数の真値（01CHUから算出）と人確信度の予測値で

ある．予測特性は長久手市杁ケ池エリアで獲得した回

帰係数行列に固定した．このような真値と予測値の比

較を様々な条件で行い，最適な予測モデルを模索する． 

Fig. 11は同じ走行経路で走行開始時刻（8時から22

時までの2時間毎）と学習スポット（12か所）を変化

させた場合の予測率（時系列相関と論理予測率）を示

す．比較のための真値は01CHUから算出した．時系列

相関の最高値は0.602であり，走行経路のほぼ中心に位

置するスポット番号6で学習した予測特性で得られる．

走行開始時刻による変動は比較的少なかった．論理予

測率は駅周辺のスポットで高く（最高値0.89），住宅地

周辺では低い．小学校周辺では通学時間帯で高い値を

示すが，その他の時間帯では低い．概して人通りが少

ない時空間では予測率が低くなる傾向がある．

Fig. 12に定点予測（スポット番号11）と現地計測と

の比較結果を示す．最高値は時系列相関0.85，論理予

測率0.96でいずれも経路上の予測（Fig. 11）を上回っ

た．しかし時系列相関での時刻に対する安定性は低い．

2001年10月と2011年12月との間の街構造の変化や小学

校の一斉下校時刻の突発的変化，および高校生の試験

時期との重なりなどが原因と考えられる．

5.2　東京圏（2008年）

2008年に東京圏60万人を対象として調査した結果か

ら作成された人の流れデータベース08TKYを用い，田

園都市線沿線（永田町～中央林間）に成瀬を加えた32

Fig. 12　Evaluation by the comparison with recent measured values on a fixed point（01CHU/spot No.11）.

Fig. 11　Evaluation of the predicted results on the vehicle route within 01CHU.
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駅を中心とするエリアで実験を行った．

まず，午前8時0分に各駅 1km四方に存在する人の時

空間軌道を学習し，予測の基本特性を獲得した．

次に，各駅を囲むエリアで仮想的な走行経路を設定

し，32個の仮想走行経路に沿った走行時刻における

GT値を08TKYの人の流れデータから獲得した．ここ

で，つくし野エリアを対象としてL[m]を変化させて

GT値と予測値の時系列相関がL=250～300で目標値

0.7[3]をクリアすることを確認し，中京圏と同様に

L=250をGT値の算出に用いる空間範囲とした．

以上の32個の走行経路と32個の予測特性で構成され

る合計32×32個の交叉予測実験を計算機上で行い，時

系列相関と論理予測率を算出した（Fig. 13）．時系列

相関の最高値は0.876であり，交差特性のピーク値は対

角成分（自己交差）以外にも数多く出ている．これは，

異なるエリアにも同じ予測特性が適用でき，エリアク

ラスを形成する可能性があることを示唆している．論

理予測率に関しては走行経路による変化よりも予測特

性による変化の方が大きい．予測特性の学習スポット

が都心から離れるに従い，大域的には減少する傾向に

ある．これは長久手と同様に，人通りが少なくなるに

つれて予測特性が不安定になるためと推察される．

5.3　考察

以上によれば，予測率が低下する主要原因の一つは

出現頻度が低いエリア特性にある．これを解決するに

は少なくとも2つの方策が考えられる．第1の方策は地

理，道路環境，周辺施設，人の属性や車の特性などを

多元的に予測計算に組み入れることである 11）．第2の

方策は，走行経路上の各時空間点に近接する人の行動

モデルと移動経路の候補を，今回の8方向モデルより

も高い信頼度で推定することである．この有力手法と

してはパーティクルフィルタで現地観測データを人の

流れデータに同化させる試み 12）があり，長久手エリ

アを対象として経路推定の実験が進められている．

走行経路上の危険度を予測するシステムを想定し，

過去の人の流れデータから人の出現を予測する方式を

提案した．今後は地理，道路環境，周辺施設，人の属

性や車の特性なども考慮した多元的手法により予測率

を改善していきたい．また，データ同化に基づく最適

な経路推定結果を導入し，8方向モデルとの比較評価

を進める予定である．一方で，交叉予測実験のさらな

る解析と時空間軌道のパターン化を踏まえてエリアク

ラスの生成を行い，学習の効率化をめざす．
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